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1 La statistique bayésienne et le succes des méthodes
de Monte Carlo

Le point de vue bayésien offre un paradigme extrément élégant pour I’estimation statistique.
Etant donné un modele statistique indexé par un parametre 8 € © et une fonction de
vraisemblance p(x|f) pour un échantillon x = (x4, ..., z,), la spécification d’une loi a priori
7 conduit a l'existence d'une loi a posteriori pour un échantillon x:

p(x|0)m(d6)

m(df|x) = T, (e d)r(@d) (1.1)

La loi a posteriori contient toute I'information nécessaire pour l'inférence sur le parametre:
estimation, intervalles de confiance, tests, etc. La principale difficulté rencontrée en pratique
est que, mis & part dans un nombre limité de modeles (dit conjugués) dans lesquels la loi a pos-
teriori admet une forme explicite, toutes les opérations sur mw(df|z) (échantillonnage, calcul
d’espérance) sont tres difficiles, en particulier & cause de I'intégrale au dénominateur (|1.1)).

Le développement des méthodes de Monte Carlo, et en particulier des algorithmes de
Monte Carlo par chaines de Markov (MCMC) au cours des années 1970 a été la clé qui a
permis de populariser 'approche bayésienne dans les applications de la statistique, au cours
des années 80 et 90. Par exemple, l'algorithme de Gibbs proposé en 1984 [5]. A 'ENSAE,
ces méthodes sont arrivées tres tot avec les cours de Christian Robert, devenus depuis des
monographies [9] mondialement connues.

Ces algorithmes restent depuis tres utilisés dans les applications, et ont évidemment connu
de nombreuses améliorations. Il était donc tres tentant, lors de ’accélération de la recherche
en machine learning (apprentissage statistique) au début des années 2000, de penser que
les méthodes de Monte Carlo pourraient jouer un role central dans le développement d’une
approche bayésienne de 'apprentissage. Malheureusement, la mise a jour des parametres
dans les algorithmes MCMC devient tres lente lorsque la dimension des parametres augmente,
et le nombre d’itérations nécessaires pour arriver a la convergence évolue dans certains cas
exponentiellement. Or, les modeles utilisés en apprentissage ont un nombre de parametres
énorme: réseaux de neurones profonds, modeles de languages (LLM), etc. A titre d’exemple,
il y avait 175 x 10° parametres dans GPT-3.5. L’application des méthodes MCMC s’est
avérée tout simplement impossible dans de tels modeles.




Si on regarde de plus pres, méme dans le cas de I'apprentissage non bayésien, la taille
des parametres et le volume de données ne permettent pas l'utilisation d’algorithmes tres
sophistiqués. On est plutot revenu a des méthodes tres frustes. Les vraisemblances (ou plus
généralement, les fonctions de cott) sont optimisées par des méthodes du premier ordre:
descente de gradient, et le gradient lui-méme est approché par sous-échantillonage. Tous les
algorithmes utilisés pour entrainer des réseaux de neurones reposent sur (des variantes de)
I'algorithme de gradient stochastique, développé dans les années... 1950[8].

En résumé, quitte a simplifier & outrance: l'intégration dans la relation ((1.1)) n’est plus
faisable dans des régimes ou l'optimisation l’est encore. De trés nombreux travaux de
recherche depuis les années 2000 ont donc tenté d’approcher la loi a posteriori par des
algorithmes d’optimisation. La section suivante montre que ceci peut étre justifié par un
principe général.

2 La loi a posteriori comme solution d’un probleme
d’optimisation

On peut démontrer que la loi a posteriori w(-|x) est la solution (unique) d'un probléme
d’optimisation:

geEM(O)

7(2) = arg max { / 1og[p<xre>1q<de>—KL<q,7r>} 2.1

ou M(O) est I'ensemble de toutes les lois de probabilités sur O, et KL est la divergence de
Kullback-Leibler, donnée par

KL(q.7) = [ log (j—q@) (d0)

™

si ¢ admet une densité par rapport a m, et KL(¢,m) = +oo sinon. L’intuition menant
a la relation (2.1)) est venue d’une analogie formelle avec la thermodynamique statistique
(dans I’appendice, je discuterai cette analogie et donnerai une dérivation informelle de ([2.1))).
Le lecteur habitué au machine learning aura reconnu une forme habituelle, avec un terme
d’attache aux données: lintégrale de la log-vraisemblance, et une pénalité, mesurant ici
’éloignement de ¢ par rapport a la loi a priori m: KL(q, 7).

Le programme d’optimisation est sous-jacent a la plupart des approches pour
I’apprentissage bayésien en grande dimension: les algorithmes proposés reposent sur une
modification ou une relaxation de ce probleme.

3 'Trois relaxations de ’approche bayésienne

Une premiere relaxation consiste a restreindre le domaine d’optimisation: on ne maximise
plus (2.1) sur I'ensemble de toutes les lois de probabilités, mais dans un sous-ensemble



Q C M(O). L’objectif devient donc:

qeQ

mm{/b%ﬂ%M@@—Ku%m}. (3.1)

Historiquement, cette approche est apparue pour des parametres de grande dimension 6 =
(01, ...,0q), avec Q I'ensemble des lois sur © rendant toutes les coordonnées indépendantes
les unes des autres. Autrement dit, ¢(df) = ¢1(df;) ...qs(df;). Dans beaucoup de modeles
intéressants en pratique, ou il n’y a pas de conjugaison sur 6, on retrouve un effet de con-
jugaison sur chacun des 6; individuellement, ce qui facilite grandement 'optimisation de la
relation (3.1) coordonnée par coordonnée. Ceci est remarquablement expliqué dans un des
articles originaux [6]. Cette premiere relaxation de I'approche bayésienne est connue sous
le nom d’approximation variationnelle. Elle fait aujourd’hui pleinement partie de la boite a
outils bayésienne de tout spécialiste de ’apprentissage. Pour les développements plus récents,
je renvoie le lecteur a larticle [4]. Une version plus drastique de I’approche variationnelle
consiste a chercher une approximation de la loi a posteriori sous une forme paramétrique.
Par exemple, Q est 'ensemble de toutes les lois gaussiennes sur §: ¢ = N (i, X). Le probleme
de maximisation est alors en dimension finie: on peut utiliser un simple algorithme de gra-
dient stochastique pour maximiser . Plus la famille Q est petite, plus le programme
d’optimisation devient facile, mais le prix a payer est évidemment une approximation de
moins bonne qualité de la loi a posteriori. En pratique, cela semble étre un prix inévitable a
payer pour arriver a utiliser 'approche bayésienne afin d’entrainer des réseaux de neurones
(vraiment) profonds ou des LLM. Les réseaux de neurones profonds bayésiens s’approchant
de I’état de ’art en reconnaissance d’image reposent tous sur des approximations gaussiennes
de la loi a posteriori. Parmi les exemples marquants, ’équipe de Khan a réussi a entrainer
GPT-2 (773 x 105 parametres) en utilisant une approximation variationnelle gaussienne [10].

Dans les approches non-bayésiennes, les réseaux de neurones profonds sont souvent en-
trainés en optimisant des criteres qui ne sont pas exactement une log-vraisemblance: par
exemple, des mesures de performance prédictive. Une deuxieme relaxation consiste donc a
remplacer la log-vraisemblance dans ou par un tel critere:

qeQ
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J’espere vous convaincre que c’est une idée naturelle souvent utilisée. Dans le cas de la
régression linéaire avec un bruit gaussien (de variance 1, pour simplifier), z; = (y;, z;) et

1 1 — )
p(xy,...,x,00) = Wexp [—5 ;(yl — (0, z;)) ] )

Maximiser la log-vraisemblance est donc équivalent a minimiser le critere des moindres carrés:

n

Oa.0) = =3 (s — (0,2:))".
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Bien entendu, 'estimateur des moindres carrés est utilisé méme quand on ne suppose pas
le bruit gaussien! Cette deuxieme relaxation de I’approche bayésienne est aussi devenue
tres populaire en apprentissage. En statistique bayésienne, elle a été plus controversée.
Cependant, l'article [3] a établi qu’elle restait compatible avec la théorie de la décision
lorsque la fonction de cout est additive par rapport aux observations dans 1’échantillon:
C(z,0) = > " c(x;,0). Dans un article co-écrit avec Nicolas Chopin et James Ridgway,
nous avons proposé une étude théorique de ces deux premieres relaxations [2]: nous mon-
trons que, méme si la solution ¢ du probleme d’optimisation dans la relation (3.2) n’est
pas forcément une bonne approximation de la loi a posteriori, elle fournit quand méme une
méthode d’estimation et de prédiction avec une erreur optimale au sens minimax. De facon
générale, la théorie dite PAC-Bayésienne permet ’analyse statistique de , voir des notes
de cours récemment publiées [I].

Une troisieme relaxation est aujourd’hui considérée: il s’agit d’autoriser un changement
de pénalité. En pratique, certains auteurs ont remplacé la divergence de Kullback-Leibler
KL(q, m) par d’autres divergences comme la divergence de Rényi ou des f-divergences. On
obtient donc une version encore plus générale de notre probleme d’optimisation:

qeQ

max { / C(x,0)q(dd) — D(q, w)} (3.3)

ou D est une divergence a spécifier. Plusieurs motivations ont été proposées: I'optimisation
serait plus facile, les solutions plus stables, etc. Il s’agit d'un axe de recherche promet-
teur, mais cette relaxation ne fait pas encore consensus. Je renvoie cependant le lecteur a
'article [7], qui est un vrai manifeste du point de vue Bayes as optimization. Il contient en
particulier des arguments intéressants en faveur de cette troisieme relaxation.

4 Conclusion

Au sens strict du terme, chacune des trois relaxations considérées produit une loi ¢ sur 6 qui
ne peut plus étre interprétée comme un conditionnement, comme dans . Donc, méme
si elles sont apparues comme des tentatives pour approcher la loi a posteriori, stricto sensu,
elles doivent étre considérées comme non bayésiennes. Il y a d’ailleurs un débat sur comment
désigner les algorithmes issus de la relation (3.3): quasi-bayésiens? bayésiens généralisés?
Le fait est que cette relation 1) contient 'inférence bayésienne comme cas particulier 2) a été
inspiré de 'approche bayésienne et 3) permet de résoudre des problemes non-accessibles a
une approche strictement bayésienne, comme entrainer des LLM. La plupart des chercheurs
en apprentissage semblent considérer qu’explorer les potentialités du programme dans la
relation (3.3]), en théorie et en pratique, est plus important que savoir dans quelle case le
ranger.



Appendice: lien formel avec la thermodynamique et

dérivation informelle de la relation (2.1

En thermodynamique statistique, les lois de Gibbs lient la probabilité d'un état u a son

énergie F,:
. exp(—SE,)
Pu = - 7
ou Z est la constante de normalisation Z = ) exp(—fE,) et § un parametre physique
(lié & la constante de Boltzmann). Notons au passage que ceci avait déja conduit Geman et
Geman [5] a la définition de vraisemblance sous la forme:

exp(—BEy())
Zp

p(x|0) =

et a un algorithme MCMC permettant de simuler suivant la loi a posteriori qui en résulte,
que Geman et Geman ont nommé... algorithme de Gibbs.

Il s’avere que les lois de Gibbs étaient connues en physique comme solutions de problemes
d’optimisation: elles maximisent I’entropie sous des contraintes de moments. C’est ce qui a
conduit a trouver la relation . Il en est fourni ici une dérivation (qui n’est pas tres loin
d’une preuve rigoureuse si on rajoute les conditions d’intégrabilité nécessaires). Je rappelle
d’abord que, quel que soient q et ¢, KL(q,q’) > 0, avec égalité si et seulement si ¢ = ¢’ (ce
résultat se démontre aisément avec l'inégalité de Jensen). On a donc:

0 <KL (g, 7(:|z))

(o plalr(a)
‘KL(q’fﬁpxw iai)
[ o (L2E0RE 2 5)) a0

~ 1o / (woya(ad) - [1ogpalpiatas) + [ 1og (51) ) atat)

~log | plalo)n(a9) = [ logp(alt)a(ah) + KLz, ).

D’apres la premiere ligne, la quantité a droite est minimisée exactement pour ¢ = 7(+|z), ce
qui prouve (2.1
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